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Resumen

En este trabajo se llevé a cabo una caracterizacion de contribuyentes
que declaran IVA a través de la aplicacion de algoritmos de clustering,
con el fin de aportar nueva informacién de apoyo a la labor fiscalizadora
del SII. La segmentacion se realizé a partir de la informacién tributaria
consignada por los contribuyentes, en sus declaraciones de IVA (Formu-
lario F29) y en su Inicio de Actividades.

En primer lugar, aplicando un proceso de limpieza y reduccién de
los datos, se confeccioné un vector de caracteristicas compuesto por la
informacion del formulario F29, del documento de Inicio de Actividades,
tales como el conjunto de Actividades Econdmicas (actecos) y la comuna.
Sobre este vector de caracteristicas, se aplicaron los algoritmos de clus-
tering Self Organizing Feature Map (SOFM) y K-means. Comparando
los resultados de distintas aplicaciones de estos dos métodos, se obtuvo
el vector de caracteristicas final y la segmentacion de los contribuyentes.
En ambos casos, SOFM y K-means, los resultados de la segmentacion
son comparables, lo cual valida el modelo de comportamiento del con-
tribuyente desarrollado.

A partir de la segmentacion propuesta, el organismo fiscalizador mejo-
ra su labor, haciendo mas certero el proceso de validacion de la informa-
cion que declara el contribuyente.

Palabras Clave: DATA MINING, SEGMENTACION, CLUSTERING,
CLASIFICACION.
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1. Introduccion

El Servicio de Impuestos Internos (SII) es una institucién del Estado, cuya
labor es la administracién tributaria, siendo el principal ente fiscalizador trib-
utario. El SII es responsable de administrar el sistema de tributos internos,
facilitar y fiscalizar el cumplimiento tributario, propiciar la reduccién de costos
de cumplimiento y potenciar la modernizaciéon del Estado; lo anterior en pos
de fortalecer el nivel de cumplimiento tributario y del desarrollo econémico de
Chile y de su gente.

De acuerdo a la Ley, las funciones del SII son la “aplicacion y fiscalizacion
de todos los impuestos internos actualmente establecidos o que se establecieren,
fiscales o de otro caracter en que tenga interés el Fisco y cuyo control no
esté especialmente encomendado por la ley a una autoridad diferente”.

El SII usa actualmente diversos métodos de fiscalizacién. Algunos de ellos
se basan en lo que el contribuyente declara en algiin determinado cédigo de un
formulario, lo que conlleva a que algunos contribuyentes puedan ser fiscalizados
més de una vez, al ser seleccionados en distintos tipos de fiscalizaciones. Esto
resulta ineficiente para el SII y molesto para el contribuyente. Otro método se
basa en lo que se esperaria que el contribuyente declare, segiin sus actividades
econémicas declaradas en su Inicio de Actividades. Este ultimo, se determina
en base a la experiencia de los fiscalizadores, es decir, de forma cualitativa y
subjetiva.

Una forma alternativa factible de enfrentar este problema, es la realizacion
de una caracterizacién de los contribuyentes que declaran IVA, a partir de un
agrupamiento basado en su informacion tributaria, contenida en los formula-
rios de Declaraciéon Mensual y Pago Simultdneo de Impuestos (IVA, Formu-
lario 29) y en su Inicio de Actividades. De esta forma, se buscan los mejores
grupos de equivalencia de comportamiento econémico, determinado por la in-
formacién tributaria declarada por los contribuyentes en el formulario F29, e
informacién cualitativa declarada en el Inicio de Actividades, tales como el
conjunto de Actividades Econémicas (actecos).

La segmentaciéon de contribuyentes, constituye un apoyo a la labor fis-
calizadora del SII, a través del cual se podréd analizar el comportamiento de
contribuyentes con caracteristicas similares, y no a la gran masa, compuesta
por personas con comportamientos y actividades muy diversas. De esta forma,
se puede identificar las caracteristicas principales que definen a cada grupo,
para luego jerarquizarlos y priorizarlos, para una fiscalizacion maés eficiente.
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2. Trabajos Previos

El rapido avance de la tecnologia, la gran cantidad de datos actualmente
disponible y el bajo costo relativo su almacenamiento, han incentivado la
creacion y el uso de distintas técnicas y algoritmos que permiten procesar
los datos, extrayendo conocimientos y patrones ocultos, que de otra forma
no se podrian obtener. Entre estas técnicas se encuentran las herramientas
de clustering, que permiten agrupar objetos similares (y separar los objetos
disimiles). Estas herramientas son actualmente muy ttiles en la investigacién
del comportamiento humano, para el apoyo de areas como el marketing, o en
la toma de decisiones importantes.

2.1. Clustering

Las herramientas de clustering son muy populares en la extracciéon de pa-
trones de conjuntos de datos, particularmente en el analisis de comportamiento
humano. Esto, debido a que la formacion de grupos de personas con carac-
teristicas comunes es una tendencia natural: comunidades sociales (por ejemplo
civilizaciones, paises, cuyas caracteristicas comunes son el idioma, raza, aspec-
tos culturales), y dentro de estas, se forman subgrupos, por ejemplo basados en
antecedentes socio-econdmicos. Especificamente, el andlisis de cluster es muy
util en marketing, dado que las companias buscan crear el producto preciso
para un grupo especifico de consumidores [17].

El anadlisis de clusters o clustering, también llamado segmentacion de data,
tiene una variedad de objetivos, todos ellos relacionados con agrupar o seg-
mentar una colecciéon de objetos en subconjuntos o “clusters”, tal que aquellos
objetos dentro de cada cluster estdn mas cercanamente relacionados que los
asignados a clusters diferentes [7]. Un objeto puede ser descrito por un conjun-
to de medidas, o por su relacién con otros objetos. Adicionalmente, el objetivo
puede ser ordenar los clusters en una jerarquia natural. Esto involucra agru-
par los clusters sucesivamente, de modo que en cada nivel de la jerarquia,
los clusters en un mismo grupo son mas similares entre ellos, que aquellos en
diferentes grupos.

Centro de todos los objetivos del clustering, es la nocién de grado de simil-
itud (o diferencia) entre los objetos individuales a ser clusterizados, y por ello
es fundamental para todas las técnicas de clustering, la eleccion de la medida
de distancia o similitud entre dos objetos. Un método de clustering intenta
agrupar los objetos basados en la definicién de similitud que se le provee. La
situacion es algo parecida a la especificacion de una funcién de pérdida o costo,
en problemas de prediccién (aprendizaje supervisado). El costo asociado con
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una prediccién inexacta depende de consideraciones externas a la data.

Sea € un conjunto de m vectores w; € R , con ¢ = 1,...,m. El objetivo
es particionar 2 en K grupos, donde Cj es el j-ésimo cluster. Luego, w; € C}
significa que w; es mas parecido a los elementos dentro del cluster Cj, con
j=1,..., K que a los elementos pertenecientes a cualquier otro cluster [17].

El clustering requiere una medida de similitud, ¢(wp,w,) para comparar
dos vectores de (). La forma de determinar el niimero de clusters, depende del
método usado.

2.1.1. Vector de Caracteristicas

El vector de caracteristicas (feature vector) es el conjunto de atributos (o
variables) seleccionados para representar a cada objeto del conjunto de datos,
luego de haberlo preprocesado, limpiado y transformado, y sobre el cual se
aplican los algoritmos de Data Mining.

La elecciéon de este vector para la aplicacién de técnicas de clustering,
influye directamente en los resultados del andlisis, por ello es un aspecto muy
importante en Data Mining, pues los resultados dependen en gran medida, de
las variables consideradas en el estudio [22].

Para la aplicacién de toda herramienta de data mining, se requiere gener-
ar un vector de caracteristicas, compuesto por un conjunto de variables que
representan las caracteristicas intrinsecas del fenémeno en estudio y que luego
es usado como entrada para del algoritmo de clustering. Para ello, en una
primera etapa, se debe realizar una seleccion, limpieza y preprocesamiento del
conjunto de datos y variables sobre las cuales se lleva a cabo el estudio. Es
decir, dentro del conjunto de datos, se deben tratar los fuera de rango y/o
inconsistentes, se transforman, normalizando las variables y los vectores, y
cuando se requiere, se realiza una reducciéon de las variables transformadas.
La reduccién de dimensiones, consiste en la seleccién de atributos (o feature
selection), es decir se selecciona el conjunto minimo de atributos, tal que la
distribucién de probabilidad de las diferentes clases, dados los valores de esos
atributos, sea lo més parecida posible a la distribucién original, considerando
los valores de todos los atributos. Existen diversos métodos de reduccién de
dimensiones, entre estos el Andlisis de Componentes Principales [14]. Luego
de esta etapa, se ha obtenido el vector de caracteristicas final, al que se le
aplicard los algoritmos de Data Mining, donde se comprueba si el vector se-
leccionado es el indicado. Por ello, esta parte puede ser iterativa, pues se debe
experimentar hasta dar con el mejor vector de caracteristicas.

Se debe tener en cuenta que, al usar distintas técnicas en cada uno de los
pasos mencionados, se puede llegar a distintos resultados, por lo que se debe
hacer una cuidadosa eleccién de cada técnica a aplicar.
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2.2. Self Organizing Feature Maps

Self-Organizing Maps (SOFM) es uno de los modelos més populares de Re-
des Neuronales. Elabora una cuantizacion del espacio formado por los datos
de entrenamiento, y simultaneamente lleva a cabo una proyeccién con preser-
vacion topolégica en una grilla regular de baja dimensién [18].

Una red de Kohonen, o SOFM (Self-Organizing Map) es una RNA no
supervisada, competitiva, distribuida de forma regular en una grilla de, nor-
malmente, dos dimensiones, cuyo fin es descubrir la estructura subyacente de
los datos introducidos en ella. A lo largo del entrenamiento de la red, los vec-
tores de caracteristicas son introducidos en cada neurona y se comparan con el
vector de peso caracteristico de cada neurona. La neurona que presenta menor
diferencia entre su vector de peso y el vector de datos es la neurona ganadora
(o BMU) y ella y sus vecinas veran modificados sus vectores de pesos.

En las SOFM de dos dimensiones, se pueden distinguir dos tipos de rejillas:

» Rejilla hexagonal: en ella cada neurona tiene seis vecinos (excepto los
extremos).

= Rejilla rectangular: cada neurona tiene cuatro vecinos.

Cada neurona de la red tiene asociado un vector de pesos (o prototipo) de
la misma dimensién que los datos de entrada. Este serfa el espacio de entrada
de la red, mientras que el espacio de salida seria la posicién en el mapa de
cada neurona.

Las neuronas mantienen con sus vecinas relaciones de vecindad, las cuales
son claves para conformar el mapa durante la etapa de entrenamiento.

En cada paso se introduce un vector de datos en cada neurona y se calcula
la “similitud” entre éste y el vector de peso de cada neurona.

1% = mparu || = mind|lX; —mjll} (1)

mp <— mg + Oé(Xi - Mk) (2)

La neurona mds parecida al vector de entrada, es la ganadora (o BMU,
Best-Matching Unit, Unidad con mejor ajuste). Para medir la similaridad se
utiliza usualmente la distancia euclideana. Tras ello, los vectores de pesos de la
BMU vy de sus vecinos son actualizados, de tal forma que se acercan al vector
de entrada.

SOFM tiene propiedades tanto de algoritmos de cuantizacién de vectores,
como de proyeccién de vectores, lo que permite hacer una reduccién del con-
junto de datos original, manteniendo la representatividad, ademaés de hacer
andlisis posteriores como clustering o visualizacién.
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Ademsds de los beneficios computacionales ofrecidos por la cuantizacién de
vectores, las principales ventajas del SOFM son [18]: a) su robustez, dado que
todos los prototipos son afectados por todos los datos, b) su sintonizacién
local, pues se trabaja en la vecindad de cada unidad del mapa, se sintoniza
localmente con la densidad de los datos y ¢) su facilidad de visualizacién.

Entre sus desventajas, se destacan: los efectos de borde, dado que las defini-
cién de las vecindades no es simétrica en los bordes del mapa, y la contraccion
del rango de valores de las variables, en que se dejan algunos valores afuera
que bajo algin punto de vista podrian ser interesantes.

Figura 1: Actualizaciéon del BMU y sus vecinos, hacia X
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Fuente: [18]

2.2.1. K-Means

El algoritmo K-means, es uno de los métodos de clustering iterativos méas
usados. Es destinado a situaciones en las cuales todas las variables son de tipo
cuantitativo, y la distancia euclideana es generalmente escogida como medida
de disimilitud.

La dispersion intra-puntos puede escribirse como:

ZZ Z 1% = X > = > Z I1X; — Xel* (3)
klc)KC K=1C(i

Donde X = (X1, ..., ka) es el vector promedio sociado al cluster K.
Luego, este criterio es minimizado asignando las N observaciones de los K
clusters de tal forma que dentro de cada cluster, la disimilitud promedio de
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las observaciones desde la media de los clusters definida por los puntos en ese
cluster, es minimizada.
Algoritmo K-means:

1. Para una asignacion de clusters dada C, la varianza de cluster total

X :argminZHXi —ml| (4)
m
€S
es minimizada respecto a my,...,m; dando las medias de los clusters

asignados actualmente

= Z Z 1X; — X ” (®)

K=1C(

2. Dado un conjunto actual de medias ml,...,mk, (4) es minimizado asig-
nando cada observacién al cluster cuya media es la méas cercana. Esto
es,

C(i) = arg lgllgm | X; — mkH2 (6)

3. Los pasos 1 y 2 son iterados hasta que las asignaciones no cambian

Las principales ventajas de los algoritmos K-means son su simplicidad,
sencillez, no es sensible al orden de los datos, y es basado en el sélido funda-
mento del andlisis de varianzas [7]. Entre las desventajas, se cuentan la fuerte
dependencia del resultado de la asignacion inicial de los centroides, el éptimo
encontrado es local y puede estar bastante lejos del global, la dificultad de una
buena eleccién en el niimero de clusters a encontrar, es un proceso sensible a los
datos fuera de rango, el algoritmo carece de escalabilidad, se limita a abarcar
sélo atributos numéricos y los clusters resultantes pueden ser desequilibrados.

3. Segmentacion de Contribuyentes

A continuacion se describe la elaboracion del vector de caracteristicas, la
aplicacién de dos herramientas de clustering, Self Organizing Feature Maps y
K-means, y la comparacion de los resultados de ambos métodos.

La herramienta utilizada para usar los algoritmos es R' , un paquete Open
Source estadistico y de Data Mining.

Lwww.r-project.org

| 93



SEGMENTACION DE LOS CONTRIBUYENTES QUE DECLARAN IVA APLICANDO HERRAMIENTAS DE

J. VELASQUEZ ET AL. CLUSTERING

3.1. Construyendo el vector de caracteristicas

Inicialmente, los datos usados para la realizacién de este estudio, corre-
spondieron a la informacién presentada en el ano 2005, por los contribuyentes
que declaran IVA (Impuesto al Valor Agregado), en el formulario F29 (Declaracién
Mensual y Pago Simultédneo de Impuestos), y en el formulario de Inicio de Ac-
tividad Econémica. El nimero de contribuyentes considerados en un principio
es de 597.082, y se tomaron en cuenta gran parte de cédigos del formulario
F29.

La declaracién de IVA se hace mensualmente. Por lo tanto, para trans-
formar los datos de mensual a anual, y comenzar a reducir de esta forma la
dimensionalidad del vector de caracteristicas, se decidié considerar estadisticos
por cada cédigo, como el ntimero de no nulos en el ano, la suma de los montos
mensuales, el promedio y la desviacién estdndar (considerando sélo los meses
declarados), para cada una de las variables seleccionadas.

Luego de consolidar la informacion, se hizo una seleccién y preprocesamien-
to de los datos. En esta etapa, se realizé la limpieza, eliminando los datos fuera
de rango (outliers) y aquellos considerados inconsistentes, excluyendo de esta
forma aproximadamente el 6 % de los registros iniciales. Después de la limpieza,
se llevo a cabo la reduccion de los datos y seleccién de las variables.

Dada la gran dimensionalidad del problema, tanto en nimero de registros
(contribuyentes) como en cantidad de dimensiones, se hizo indispensable la
reduccion de éstas, para posibilitar y hacer mas eficiente el andlisis. Debido a
que muchos de los codigos del fromulario de declaracion de IVA, en un gran
porcentaje de registros, se encuentran en blanco, proporcionando asi muy poca
informacién relevante en la discriminacién de grupos, se opté por considerar
s6lo los cédigos en los que al menos un 10 % de los contribuyentes tienen val-
ores no nulos. Por lo tanto, teniendo la base de datos limpia, a estos cédigos (o
més bien a los estadisticos de estos cédigos) se les aplicé un Anélisis de Com-
ponentes Principales (ACP), y se procedié a seleccionar las variables (cédigos
del formulario) que mejor representen la variabilidad de los datos.

Considerando que las variables pueden tener distintas escalas, que puede
conllevar a que aquellas con un mayor rango de valores le quiten importancia
a otras con un menor rango, todas las variables consideradas fueron escaladas
segin la normalizacién “Min-Max”, en el rango [0,1], segin la férmula y'=
((y-min) / (max - min)) (max’- min’) + min’. Ademds, se tomé en cuenta
que al normalizar las columnas, se pierde la relacién original entre los compo-
nentes de cada vector o fila. Por ello, se llevd a cabo la normalizacién de los
vectores (norma 1), es decir, se calculé el médulo de cada vector, y cada una
de sus componentes se dividié por este valor. Para ello fue necesario extraer
aquellos contribuyentes que solo tenian valores nulos en todas las variables
seleccionadas (es decir, vectores de norma 0), que representan alrededor del
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12 %.

La medida de distancia seleccionada para la aplicacion de los algoritmos
de clustering en el vector de caracteristicas generado, fue la Euclidiana, que
por ser la mas cominmente utilizada, viene por defecto en la mayoria de los
algoritmos en R (como en gran parte de las herramientas de data mining).

Para la incorporacion de la actividad econémica de los contribuyentes y su
comuna, se decidié cuantizar esta informacion, en base a lo que cada actividad
y cada comuna, en promedio, genera en impuestos.

1. Primer Experimento:
Se usaron las 10 primeras componentes principales.

Se extrajo una muestra aleatoria de 200 mil contribuyentes, y sus respec-
tivos valores en cada una de las variables del vector de caracteristicas
(las 10 componentes principales que explican el mayor porcentaje de la
varianza). Se quité de esta muestra aquellos contribuyentes cuyo vector
tuviese norma 0 (es decir todas las variables con valor nulo), que corre-
sponden a 24.599 datos, por lo tanto la muestra empleada en el anélisis
tiene un tamano de 175.401 contribuyentes, que tienen al menos una
variable con valor positivo.

Luego de normalizar cada variable, segin la normalizacién Min-Max y
la normalizacion de los vectores, se aplicé el algoritmo K-means, con 8
clusters como condicién inicial, y 10 semillas iniciales.

Como resultado, se obtuvo 8 clusters, con los siguientes tamanos:

Cuadro 1: 8 clusters y sus tamafos

Cluster ‘ Tamano ‘ ‘ Cluster ‘ Tamano ‘
1 61 (0,03 %) 5 133 (0,076 %)
170.848 (97,4 %) 48( 0,027 %)

2 6
3 2.667 (1,52 %) 7 | 111 (0,063 %)
4 563(0,32 %) 8 | 970 (0,553%)

Fuente: Elaboracion propia

Se puede observar que mediante este método, se cre6 un gran cluster, que
abarca mas del 97 % de la muestra, y los clusters restantes contienen el
otro 3% (con diferencias considerables de tamano entre algunos de ellos
también).

Se prob6 con distintos ntimeros de clusters, entre 3 y 20 clusters, obteniéndose
los mismos resultados anteriores: un solo grupo contiene mds del 90 %

de los datos.
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Para verificar si el problema era el método empleado, se probé aplicando
el algoritmo SOFM, al mismo conjunto de datos.

Utilizando el paquete “som” de R , se aplica el algoritmo SOFM a la
misma muestra anterior, de 175.401 contribuyentes, y las primeras 10
Componentes Principales. Como se observa en la Figura 2, mediante
este andlisis se obtuvo, al igual que con el Kmeans, un gran cluster que
concentra la mayoria de los datos.

Considerando la posibilidad de que se estén incluyendo observaciones que
produzcan ruido (que no aportan informacién, sino sélo distorsionan los
resultados) en el estudio, se tomaron sélo los datos pertenecientes al
“gran” cluster, y sobre esta nueva muestra (de un tamano de 148.681
observaciones), se aplicaron nuevamente el método Kmeans, para evaluar
si existe algiin cambio en los resultados.

Figura 2: Mapa SOFM 64x64, topologia hexagonal y cerrada (toroidal), mues-
tra de 175.401 contribuyentes, 10 componentes principales (eje z y colores
corresponden a nuimero de observaciones por celda).
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Fuente: Elaboracion propia

Se aplicé el algoritmo Kmeans a esta nueva muestra de 148.681 obser-
vaciones, con 8 clusters como condicién inicial, y 15 semillas iniciales.

Como resultado, se obtuvo 8 clusters, con los tamafios que se muestran
en el Cuadro 2.
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Cuadro 2: 8 clusters y sus tamanos (Anélisis incluyendo sélo observaciones
pertenecientes al cluster gigante)

’ Cluster ‘ Tamano

1 258
1.783
305
1.028
135.315
189
6.567

8 491

Fuente: Elaboracion propia

N[O U | W N

En el Cuadro 2 se puede ver que el resultado fue similar a los anteriores: el
cluster 5 contiene 135.315 observaciones, que corresponde a mds del 90 %
de la muestra. Se probd con distintos nimeros de clusters, obteniendo
resultados similares.

En el mundo real, los contribuyentes no se comportan igual en absoluto.
A pesar de ello, los resultados de los experimentos anteriores, al entre-
gar un gran cluster que abarca la mayoria de la muestra, muestran lo
contrario. Esto podia deberse a una mala eleccién del vector de carac-
teristicas, que no definia comportamientos distintos entre contribuyentes.
Por ello, se experimenté luego con un nuevo vector de caracteristicas. En
esta ocasién, en vez de usar las componentes principales como variables,
se usaron las variables originales que tengan mayor peso en las compo-
nentes principales que explicaban mayor varianza.

2. Segundo Experimento:

Se utilizaron como vector de caracteristicas, los mismos 14 codigos del
formulario 29, usados para el anélisis de componentes principales (aque-
llos que tienen un porcentaje de contribuyentes con valor positivo mayor
a 10%), ademas del nimero de declaraciones del formulario en el ano
2005, pero en este casom las variables originales que tenfan mayor impor-
tancia en las CP. Para cada cédigo y contribuyente, se toma en cuenta
la suma total del afno 2005 (en pesos) y el nimero de meses en que el
monto es mayor que cero.

Se realiz6 un analisis de componentes principales, con un total de 29
variables (la cantidad de declaraciones en el afio y, para los 14 c6digos,
suma y numero de no nulos).
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La importancia por cédigo resulté bastante similar al primer andlisis re-
alizado. Pero al seleccionar las variables puras en vez de las componentes
principales, se puso atencién a las correlaciones entre las variables, para
no trabajar con variables muy correlacionadas que distorsionen el anéli-
sis.

Luego de analizar las correlaciones, las 16 las variables seleccionadas para
el andlisis fueron: c142s, c¢142nn, cl11s, ¢538s, cb38nn, c5lls, c¢511lnn,
¢525s, ¢b2bnn, c¢504s, cb04nn, c48s, c48nn, c151s, c151nn y la cantidad
de declaraciones.

Del conjunto de datos inicial, se consideraron aquellos datos en que al
menos una variable era no nula, que correspondia a una muestra de
173.935 contribuyentes. Se normaliz6 las variables mediante la normal-
izacién “Min-max”, y luego se normaliz6 los vectores, a médulo unitario.

Se aplicé el algoritmo Kmeans, imponiendo 8 clusters como condicion
inicial. Los tamanos de los grupos generados por este método, se obser-
van a continuacién:

Cuadro 3: Tamaitio 8 clusters (16 Variables)
Cluster ‘ Tamano ‘

1 21.905
16.689
13.745
11.429
9.667
50.972
30.360
8 19.168

N[O | U | W N

Fuente: Elaboracion propia

Tan sélo observando el tamano de los clusters, se nota un cambio drésti-
co respecto a los experimentos anteriores, en los que se consideraba co-
mo variables las componentes principales. En esta prueba, el cluster de
menor tamarno contiene casi el 5.5 % de la muestra, y el de mayor tamano
el 29 %.

Al observar el Cuadro 4 correspondiente a los vectores de los centros
de los clusters, llama la atencién la gran importancia de las variables
correspondientes al niimero de no nulos de cada cédigo, no asi del monto
total declarado en los mismos.
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Cuadro 4: Centros de los 8 clusters (16 variables)
Cluster ‘ cl42nn ‘ cl42s ‘ cllls ‘ c538nn ‘ cb38s ‘ cbllnn ‘ chlls ‘ c525nn

1 0.007 0.000 0.000 0.075 0.000 0.021 0.000 0.003
2 0.012 0.000 0.000 0.488 0.001 0.059 0.000 0.011
3 0.013 0.000 0.000 0.026 0.000 0.005 0.000 0.001
4 0.069 0.001 0.004 0.345 0.013 0.221 0.001 0.075
5 0.546 0.003 0.001 0.118 0.000 0.011 0.000 0.003
6 0.009 0.000 0.001 0.546 0.001 0.024 0.000 0.007
7 0.007 0.000 0.000 0.671 0.001 0.031 0.000 0.006
8 0.070 0.000 0.002 0.512 0.002 0.421 0.000 0.026

cH25s ¢504nn ‘ ch04s ‘ c151nn ‘ cl5ls ‘ c48nn ‘ c48s ‘ cant
1 0.000 0.661 0.002 0.023 0.000 0.004 0.000 0.673
2 0.000 0.477 0.002 0.099 0.001 0.005 0.000 0.632
3 0.000 0.077 0.000 0.560 0.006 0.008 0.000 0.668
4 0.002 0.104 0.005 0.388 0.024 0.466 0.011 0.482
5 0.000 0.032 0.000 0.330 0.009 0.074 0.001 0.583
6 0.000 0.065 0.000 0.546 0.001 0.003 0.000 0.562
7 0.000 0.042 0.000 0.023 0.000 0.002 0.000 0.642
8 0.000 0.073 0.000 0.399 0.002 0.008 0.000 0.518

Fuente: Flaboracion propia

Para complementar el anélisis hecho con el método Kmeans, se realizé un
anélisis de SOFM a la misma muestra de datos, y con las mismas vari-
ables. Utilizando el paquete “kohonen” de R, se aplica sobre esta muestra
el método SOFM, con una grilla de 64x64 celdas, topologia hexagonal y
cerrada (toroidal), obteniéndose un mapa como el de la Figura 3.

El mapa generado por el SOFM, resulté bastante diferente a aquellos
de los experimentos anteriores. En este caso, se distinguen ciertos agru-
pamientos visiblemente diferenciados y algunos bastante mas concen-
trados que otras. Analizando las caracteristicas de cada agrupamiento,
se observé que estos se diferencian entre si principalmente por las vari-
ables relacionadas con el nimero de “no nulos” (es decir cuantas veces
declaré un valor positivo en el cédigo, en el ano).

De acuerdo a lo anterior, se pudo concluir que con el vector de car-
acteristicas empleado en este experimento, ambos métodos (Kmeans y
SOFM) agruparon contribuyentes basados principalmente en el niimero
de valores no nulos para cada cédigo, sin considerar el monto en pesos.
Esto se debe a que gran parte de las observaciones tiene valores 0 o 12
en las variables “no nulos”, y aquellos que tienen valores entre 1 y 11
se distribuyen uniformemente , en cambio para las variables relativas a
sumas (montos), la mayoria se concentra en valores relativamente muy
bajos y unos pocos en valores muy altos, por lo tanto en el anélisis, luego
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de la normalizacién de las variables y de los vectores, son los “no nulos”
los que mas pesan y le restan importancia a las sumas.

Figura 3: SOFM de 64x64, topologia hexagonal y toroidal, muestra de datos
con al menos 1 c6digo no nulo, 16 variables (eje z y colores corresponden a
numero de observaciones por celda).
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Fuente: Elaboracion propia

Sin embargo, se consideré el hecho de que el monto declarado por el con-
tribuyente en un determinado cédigo, es mas importante que el niimero
de veces que declare un monto no nulo en el anio . Para entender mejor
el problema que puede generar la presencia de las variables “nn” en el
analisis, se ejemplifica con el siguiente caso:

Suponiendo que se tiene un apicultor que produce miel (puede aplicarse a
productores de cualquier otro producto) y que vende su produccién anual
en lotes, a grandes supermercados, los cuales realizan 4 pedidos en el ano.
A este contribuyente le corresponde declarar sus ventas en el cédigo
c502 (Facturas Emitidas), por lo que en la variable ¢502s tendra un
monto (en pesos) relativamente grande, y en la variable ¢502nn tendra un
valor de 4 (4 meses en que emitié facturas). Sin embargo este apicultor,
todos los meses vende en su domicilio una reducida cantidad de miel
a clientes de paso, a los que les entrega boleta por estas ventas. Estas
ventas significan un porcentaje despreciable en comparacién a lo que
vende a supermercados, aun asi declarara en el cédigo c111 (Boletas),
por lo que la variable c111s tendra un valor pequefio en comparacién
al valor en la variable ¢cb02s y la variable c111nn tendrd un valor de 12
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(dado que entregé boletas los 12 meses del ano). Luego de normalizar las
variables y vectores, la diferencia que existia entre el c502s y el c111s se
torna despreciable y aquella entre la variable ¢502nn y c¢111nn se vuelve
a su vez muy importante, y determinara la diferencia de comportamiento
entre este contribuyente y los demés. Finalmente, se concluird que este
contribuyente se dedica principalmente a la venta directa, cuando en
realidad ocurre todo lo contrario.

Por esta razén, se decidié sacar del andlisis las variables relativas a la
cantidad de “no nulos”, dado el ruido que provocaban, asi como también
la cantidad de declaraciones en el afio, dejando s6lo las sumas (en pesos)
para cada cédigo, es decir 8 variables.

De esta forma, se seleccioné la suma del ano 2005 de los siguientes c6digos:
Del recuadro Débitos y Ventas:

» cl142 (Ventas y/o Servicios prestados Internos Exentos o No Gravados).
= cl111 (Boletas)
» ¢538 (Total Débitos).
Del recuadro Créditos y Compras:
» ¢511 (IVA por documentos electrénicos recibidos)
» 525 (Facturas activo fijo)
= ¢504 (Remanente Crédito Fiscal mes anterior)
Y finalmente del recuadro Impuesto a la Renta:
= 48 (Retencién Impuesto tnico a los Trabajadores)
» c151 (Retencién de Impuesto con tasa de 10

Se incluyé también la actividad econdmica y la comuna, pero nuevamente esto
llevaba a la agrupacién de la mayoria de los datos en un solo gran cluster, por
lo que se decide no incorporarlas pues introdujeron més ruido que informacion

relevante para la discriminaciéon de grupos.

3.2. Aplicando el SOFM

Utilizando el paquete “kohonen” de R, se aplica el método SOFM, con
una grilla de 64x64, de topologia hexagonal y cerrada (toroidal), sobre una
muestra (normalizada) de 100 mil contribuyentes.

En este caso, como se observa en el mapa generado por el SOFM, con el
vector de caracteristicas de 8 variables (Figura 4), se distinguen claramente
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Figura 4: SOFM de 64x64, topologia hexagonal y toroidal, 8 variables (eje z
y colores corresponden a nimero de observaciones por celda).
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Fuente: FElaboracion propia

5 “peaks”, correspondientes a celdas con una gran concentracién de observa-
ciones. En primera instancia, se consideraron estas celdas como centroides de
los posibles clusters.

Para cada una de estas concentraciones, se analizaron las caracteristi-
cas tributarias de sus contribuyentes (sus declaraciones en el formulario de
declaracién de IVA), para determinar las similitudes existentes dentro de cada
una, obteniéndose lo siguiente:

» Cluster 1: tiene una media alta en los cédigos ¢504 (Remanente Crédito
Fiscal mes anterior) y ¢537 (Total Créditos), y valores nulos en todos los
otros codigos. En el coédigo c91, que corresponde al total de impuesto a
pagar, posee media = 0. Se puede decir que este grupo corresponde a
contribuyentes que obtuvieron pérdidas en el ano 2005 y se etiqueté como
“Remanentes”.

= Cluster 2: se caracteriza por tener montos positivos en los cédigos c111
(Boletas), ¢538 (Total Débitos), ¢520 (Facturas recibidas del giro y Fac-
turas de compra emitidas), ¢537 (Total Créditos), c62 (PPM 1* Cat-
egorfa), y consecuentemente en el c91 (Total a pagar). Este centroide
puede estar constituido por contribuyentes que realizan actividades de
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venta directa, dado que declaran en el cédigo “Boletas” (consecuente-
mente en el cédigo “Total Débitos”), y en el de “Facturas Recibidas”
(consecuentemente en el cédigo “Total Créditos”), y el cddigo que cor-
responde al Pago Provisional Mensual (PPM) de 1* Categoria. Por lo
tanto, este grupo se etiqueté como “Ventas Directas”.

= Cluster 3: todos los contribuyentes tienen un valor positivo en el cédigo
c142 (Ventas y/o Servicios prestados Internos Exentos, o No Gravados),
y una gran parte tiene valores positivos en el c62. Luego, este grupo se
llamé “Exentos”.

= Cluster 4: en esta celda, los contribuyentes declaran principalmente en el
cédigo c151 (Retencién de Impuesto con tasa de 10 % sobre las rentas),
y en el resto de las variables poseen, en su mayoria, valores nulos. Por
lo tanto, este grupo se denominé “Retenedores”.

= Cluster 5: los contribuyentes de este centroide, se caracterizan por tener
valores positivos en los cédigos ¢502 (Facturas emitidas), ¢538 (Total
Débitos), ¢520 (Facturas recibidas del giro y Facturas de compra emiti-
das), ¢537 (Total Créditos), c62 (PPM Neto Determinado) y c91 (Total
a Pagar). Por lo tanto, estd constituido por contribuyentes que realizan
actividades de venta indirecta, dado que declaran en el cédigo “Facturas
Emitidas”, por lo que se etiqueté como “Ventas Indirectas” o “Mayoris-
tas”.

Una vez definidos los clusters, se debié probar el clasificador. Dado que se
habia usado una muestra de 100 mil contribuyentes, de un total de 173.935
cuyas variables fueron inicialmente normalizadas, se seleccionaron aleatoria-
mente 30 mil contribuyentes del grupo que no fue considerado en el proceso
de clustering, y mediante la funcién “map” del paquete “kohonen” de R, estas
30 mil observaciones fueron dispuestas en el mapa entrenado por las 100 mil
originales.

Al colocar una nueva muestra de datos sobre el mapa entrenado inicial-
mente por la muestra de 100 mil datos, se generé un mapa muy similar. Las
mismas celdas seleccionadas como centroides en el mapa original, en este caso
también formaron “peaks” en el mapa, por su gran concentracion de observa-
ciones y se observé que los contribuyentes de cada una de estas celdas tenian
caracteristicas similares a los de la muestra original.

Luego de caracterizar o etiquetar cada centroide, y por ende cada cluster,
se procedio a asignar todos los contribuyentes al cluster que mas se le asimile,
segun la informacion contenida en él. La medida de distancia utilizada para
encontrar el cluster méas cercano a cada vector, fue la distancia Euclideana.
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3.3. Aplicando el K-Means

Utilizando el paquete “Kmeans” de R, se aplico el algoritmo Kmeans a
la misma muestra de 100.000 contribuyentes, tomada de la muestra inicial de
tamafnio 173.935, con 5 clusters como condicién inicial, y 20 semillas iniciales
(es decir 20 pruebas con distintos centros de clusters iniciales, de las que se
escoge la que entrega el mejor resultado), obteniéndose lo siguiente:

Analizando los vectores correspondientes a los centros de los clusters, se

observa:

= Cluster 1: se encuentran valores altos en la variable ¢504s, y un poco
mas bajos en la variable ¢538s.

= Cluster 2: se encuentran valores altos en la variable cl11s, y valores
menores en las variable ¢538s y c151s.

= Cluster 3: predominan valores altos en la variable c142s y en menor
medida en la variable c151s,

= Cluster 4: predomina la variable c151s y en menor medida la variable
cH38s.

= Cluster 5: predomina la variable cb538s, y valores menores en la variable
cl51s.

Cuadro 5: Tamano 5 clusters (8 Variables)

Cluster ‘ Tamano ‘

1 15.583
2 32.797
3 3.405
4 27.662
) 20.533

Fuente: Elaboracion propia

3.4. Comparaciéon de Resultados

Los vectores de los centros de los clusters generados por el Kmeans, resul-
taron con caracteristicas muy similares a aquellos de los centros del SOFM:
valores relativamente altos en la variable ¢504s en el primero, valores altos de
la variable c111s en el segundo (y consecuentemente también cierta presencia
del cédigo ¢538), presencia importante de la variable c¢142s en el tercer cluster,
de la variable c151s en el cuarto y finalmente valores altos de la variable ¢538s
en el quinto.
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Luego, se confirmé graficamente si los contribuyentes unidos por el método
Kmeans, se encuentran unidos en el mapa generado por el SOFM. Para ello,
se elaboraron graficos, en los que se observa la ubicacion en el mapa generado
por el SOFM, de los contribuyentes de cada cluster formado por el Kmeans.
A modo de ejemplo, en la Figura 5 se muestra el Cluster 1 (“Remanentes”)
generado por el método Kmeans, y su ubicacién en el mapa del SOFM. Se
puede ver que, a excepcién de un par de celdas, todas las celdas que contienen
contribuyentes del Cluster 1 del Kmeans, se encuentran juntas en el SOFM.
Algo similar se puede concluir respecto a los demas clusters. Por lo tanto, se
puede concluir que el agrupamiento estuvo bien hecho, al llegar a resultados

similares, por caminos diferentes.
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Fuente: Elaboracion propia

4. Aplicacion del Clasificador

Luego de comprobar que efectivamente existian diferencias en el total de
tributacién (de IVA) por grupo y de evaluar la calidad de la segmentacion, se
procedié a generar indicadores que permitan, dentro de cada grupo, encontrar
aquellos contribuyentes cuyo comportamiento se aleje significativamente del
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resto del grupo.

En general, se esperaria que para cualquier contribuyente, la suma de los
montos en el codigo c538 (Total Débitos) sea superior a la suma de los montos
en el c6digo ¢537 (Total Créditos), es decir que los ingresos deben ser superiores
a los egresos . En primer lugar, se creé el indicador “Débitos / Créditos”. Dado
que algunos tienen valor cero en Créditos, se debié transformar a “Débitos /
(Créditos + 1)”.

La razon “Débito/Crédito” (o Débito - Crédito <= 0) es usualmente uti-
lizada como uno de los métodos de fiscalizacién. Sin embargo, este calculo no
tiene mucho sentido para ciertos tipos de contribuyentes, como los del cluster
3 (“Exentos”), que en su mayoria corresponden contribuyentes cuyas activi-
dades no generan débito fiscal, o el cluster 1 (“Remanentes”), donde la media
de la suma de Débitos es menor a la de Créditos. Pero este indicador si tiene
sentido principalmente para aquellos del cluster 2 (“Ventas Directas”) y del 5
(“Ventas Indirectas”), en los que en el primer cuartil, este indicador ya tiene
un valor mayor a 1 (es decir que en estos casos, la mayoria cumple que Débitos
< Créditos). Por lo tanto, para los contribuyentes pertenecientes a estos clus-
ters, se debe poner principal atencién en aquellos que tienen un valor inferior
a 1 (o un valor levemente mayor a 1) en el indicador.

Luego, a partir del indicador creado, se generé una medida del compor-
tamiento de pago de cada uno de estos 2 grupos, que son aquellos que tienen
més incentivo (dado que todas las transacciones que realizan se encuentran
gravadas) y oportunidades de evadir. El cluster 3 (“Exentos”) no es tan in-
teresante de analizar en este sentido, pues dado que las actividades que realizan
la mayor parte se sus contribuyentes se encuentran exentas, estos no tienen
mayor incentivo a distorsionar los montos que declaran. El cluster 1 (“Re-
manentes” ), puede ser sujeto a mayor estudio en trabajos posteriores, pues
corresponde a contribuyentes en que los valores mas importantes correspon-
den al cddigo c504 (Remanente Crédito Fiscal mes anterior), es decir en su
mayoria son contribuyentes que declaran pérdidas, y por ello la mayor parte
tiene valor nulo en el cédigo c91 (Total a Pagar).

Por lo tanto, considerando sélo los clusters 2 (“Ventas Directas”) y 5 (“Ven-
tas Indirectas”), para cada uno de ellos se extrae el valor del primer cuartil en
el conjunto de contribuyentes cuyo indicador es superior a uno. Estos valores se
consideran como el valor minimo esperado para la razén Débito/Crédito, que
deberian tener todos los contribuyentes segiin el cluster al que pertenezcan.

Luego, para ambos clusters, se calculé el promedio de tributacién (usando
el codigo 91, Total a Pagar) de aquellos cuyo indicador se encontrara muy
cercano a los valores calculados en la etapa anterior.

A continuacién, para crear una medicién del comportamiento de pago en
cada cluster, para cada contribuyente cuya razén “Débito/Crédito” es menor
al umbral calculado para el cluster (es decir primer cuartil), se calculd la
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diferencia entre el valor declarado por éste en el codigo c91 y el promedio en
el codigo c91 calculado en la etapa anterior, para el cluster correspondiente,
que es considerado como el valor minimo esperado a pagar. Finalmente, la
suma de las diferencias entre el valor real y el esperado, calculadas para cada
contribuyente de un determinado cluster, corresponde al indicador de com-
portamiento de pago del mismo. Mientras mas alto es el valor de éste, mas
diferencia (negativa) hay entre lo que pagan los contribuyentes “bajos” (cuyo
indicador Débito/Crédito es bajo).

De esta forma, ademds de generar una “alarma” en aquellos contribuyentes
bajo el umbral determinado, se obtuvo la diferencia total para cada cluster
considerado, entre lo que estos pagan y lo que se esperaria que paguen.

5. Conclusiones y Trabajos Futuros

A través de este trabajo, se realiz6 una caracterizacién de los contribuyentes
que declaran IVA usando su informacién tributaria del ano 2005. De esta for-
ma, obtuvo informacién novedosa y potencialmente 1til para el SII, en partic-
ular en el proceso de seleccién de contribuyentes a fiscalizar.

La eleccién del vector de caracteristicas es fundamental, en este y en la
mayoria de los trabajos de Data Mining, lo que quedd claramente demostra-
do, al obtener resultados absolutamente diferentes entre una y otra eleccion
de vector de caracteristicas, a veces incluso bajo pequenos cambios. Por lo
tanto, la eleccién del vector determina en gran medida el resultado final del
andlisis. Luego de varios experimentos, se concluyé que el vector de carac-
teristicas que mejor discrimina entre los contribuyentes, dada la calidad del
clustering resultante, es aquel compuesto por los siguientes codigos, declara-
dos en el Formulario de Declaracién Mensual y Pago Simultaneo de Impuestos:
c142 (Ventas y/o Servicios prestados Internos Exentos o No Gravados), c111
(Boletas), ¢538 (Total Débitos), ¢525 (Facturas Activo Fijo), ¢511 (IVA por
documentos electrénicos recibidos), ¢504 (Remanente Crédito Fiscal mes an-
terior), c¢48 (Retencién Impuesto unico a los Trabajadores) y c151 (Retencién
de Impuesto con tasa del 10 %).

Usando el vector de caracteristicas seleccionado, se agruparon los con-
tribuyentes, utilizando los algoritmos K-means y SOFM. Se selecciond este
ultimo, obteniéndose 5 grupos claramente diferenciados respecto a los montos
declarados en diferentes codigos del formulario F29. Mediante un analisis es-
tadistico, se verific que estos grupos son significativamente diferentes respecto
al Impuesto Total a pagar.

Para caracterizar el comportamiento de un contribuyente dentro de su
grupo, se cre6 un indicador (razén entre Débitos y Créditos), que resulta util

‘ 107



SEGMENTACION DE LOS CONTRIBUYENTES QUE DECLARAN IVA APLICANDO HERRAMIENTAS DE

J. VELASQUEZ ET AL. CLUSTERING

principalmente en 2 de los clusters encontrados (Cluster de “Ventas Direc-
tas” y el de “Ventas Indirectas” por tener estos grupos mayor incentivo y
oportunidades de evadir impuestos. A partir de esto, se generd otro indicador,
caracterizando el comportamiento de pago de los contribuyentes de cada grupo.

Quedo6 ademés demostrado que existen otras formas de agrupar a los con-
tribuyentes, ademas de las que actualmente se conocen como el tamano de la
empresa o el rubro o sector al cual pertenezca. En este caso, la agrupacion se
hizo en base a los c6digos que declaran (independiente de los montos declarados
en ellos), obteniéndose un grupo caracterizado por generar pérdidas (“Retene-
dores”), otro grupo consistente en los que venden directamente al consumidor
final (“Ventas Directas”), otro en que los contribuyentes realizan actividades
exentas (“Exentos”, entre los que se incluyen por ejemplo los centros médicos),
otro compuesto por los contribuyentes intermediarios (“Ventas Indirectas”) y
el grupo donde se retinen los contribuyentes que emplean y retienen (“Retene-
dores”).

La metodologia generada en este trabajo para agrupar contribuyentes de
comportamiento similar, resulta bastante confiable y perpetuable en el tiempo.
Esto, debido a que ella no es tan sensible a los montos declarados en cada
c6digo, sino mas bien al cédigo en si mismo, es decir, si este es usado o no por
el contribuyente.

A partir de estas conclusiones, se proponen las siguientes recomendaciones:

Resulta interesante realizar un andlisis mas profundo del cluster de “Re-
manentes” (cluster 1), correspondiente a aquellos contribuyentes que declaran
pérdidas, dado que se comprobd que es un grupo bastante importante en cuan-
to a tamano (15,7 % de los contribuyentes considerados) y que en este estudio
no fue posible de caracterizar y estudiar con profundidad. Sobre todo, se de-
beria estudiar el comportamiento de los contribuyentes pertenecientes a este
grupo, en los anos anteriores y posteriores, tomando como hipdtesis el hecho de
que hay incentivo a permanecer en una actividad, solo mientras las utilidades
son positivas.

En trabajos futuros, se puede elaborar otros indicadores, que permitan
evaluar el comportamiento en los otros clusters, como el 3 (“Actividades Ex-
entas”) y el 4 (“Retenedores”).

Se recomienda realizar este estudio, usando otros métodos para el preproce-
samiento de las variables y el agrupamiento de los datos, que eventualmente
podrian llevar a resultados diferentes. Para ello se puede por ejemplo: cambiar
la topologia del SOFM en su forma y tamano de la grilla, re-muestrear, usar
otros tipos de escalamiento de variables o indagar en métodos de clustering
que trabajen con otras medidas de disimilaridad, con el fin de incorporar vari-
ables cualitativas. Este dltimo aspecto puede ser muy relevante, al permitir la
incorporacion de la Actividad Econémica.
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